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Abstrakt
Tento článek zkoumá možnosti metodického použití pojmového aparátu teorie samoorganizace (self-organization) a komplexity (comlexity) k popisu kognitivních procesů. V úvodu se věnuji rozboru pojmu samoorganizace a definici kognitivního agenta jako samoorganizujícího se systému. Hlavním tématem článku je rozbor různých vhodných formálních definic komplexity, jakožto klíčové vlastnosti samoorganizace. Nejprve popisuji jednoduché modely samoorganizace u celulárních automatů, kde je komplexita důsledkem interakcí lokalizovaných struktur a projevuje se jako kolísání entropie. Dále rozebírám tzv. neurální komplexitu (neural complexity) založenou na vzájemné informaci mezi celkem a částí, která umožňuje řešit dilema mezi integrací a specializací v mozku. Konečně rozebírám různé struktury podléhající mocninným zákonům (power law), které indikují tzv. bezškálovost a jsou další charakteristikou komplexity. Zejména se zabývám bezškálovými sítěmi vztahů v mozku a samoorganizovanou dynamikou kognitivních procesů, kterou lze popsat jako tzv. samoorganizované kritično (self-organized criticality). 

Samoorganizace a kognice

Samoorganizace (self-organization) je proces probíhající v otevřených autonomních systémech,  při kterém se zvyšuje nebo udržuje komplexita (complexity) vnitřní organizace systému.

Organizací systému rozumíme strukturu vazeb mezi částmi systému. Jedná se o prostorové uspořádání, dynamiku interakcí a vzájemný vztah mezi nimi. Autonomnost znamená, že systém není řízen z vnějšího prostředí. Otevřenost systému znamená, že systém interaguje se svým prostředím. Samoorganizující se systém tedy interaguje se svým prostředím, ale jeho stav není prostředím jednoznačně determinován.

Klíčový je pojem komplexity, kterému se budeme později věnovat podrobně. Prozatím se spokojíme s vágní charakteristikou, že komplexní systém je složen z velkého množství vzájemně zpětnovazebně interagujících částí
, a že je nesnadné popsat chování systému jako celku. Můžeme pouze více či méně popsat chování jednotlivých částí systému a jejich vzájemné interakce. Teprve na základě skládání těchto interakcí vzniká chování systému jako celku
. Chování celku systému je často velice obtížné, popřípadě nemožné dopředu přesně analyticky předpovídat. Je však možné celý systém s jistou mírou přesnosti kvantitativně modelovat. Je také možné zkoumat obecná pravidla, která řídí některé charakteristiky celkového chování systému.

Jako samoorganizující se systémy jsou chápány fyzikální a chemické struktury (např. perkolace,  oscilující chemické reakce, autokatalytické cykly, polymerace), biologické procesy (např. skládání organických makromolekul, homeostáze, morfogeneze v rámci jedince i druhu, fungování societ organismů) i společenské procesy (např. vývoj a struktura jazyka, davové chování, fungování trhu, fungování velkých organizací, internet).

Kognitivního agenta můžeme metodicky chápat
 jako samoorganizující se systém. Takovým agentem může být jednobuněčný i mnohobuněčný organismus, část organismu (např orgán či skupina buněk), societa,  druh
,  nebo i simulovaný agent v simulovaném prostředí.

Kdyby agent reagoval na všechny změny v prostředí, byl by zahlcen množstvím podnětů, z nichž většina má povahu náhodného šumu. Kdyby naopak agent nedokázal reagovat na podněty, nebo byly jeho reakce stále stejné na jeden podnět bez ohledu na jiné podněty (kontext podnětu), nedokázal by efektivně reagovat na změny prostředí. Reakce samoorganizujícího se kognitivního agenta se musí pohybovat někde mezi těmito extrémy. A jak uvidíme, tento typ chování souvisí s komplexitou. 

Budeme předpokládat, že samoorganizující se agent  (tj. udržující či zvyšující komplexitu) je autonomní, situovaný (situated) a vtělený (embodied). Autonomii jsme definovali výše. Situovanost souvisí s otevřeností systému a znamená, že agent je schopen učit se orientovat v prostředí, které může aktivně poznávat. Konečně vtělenost znamená, že agent má tělo, které je součástí prostředí, umožňuje poznávání prostředí a je schopné prostředí modifikovat (včetně vlastního těla). Vnitřní stavy agenta jsou stavy jeho těla. 

Kognici takového agenta budeme chápat široce jako aktivní schopnost agenta rozpoznávat změny prostředí  významné pro jeho přežití, reagovat na ně, adaptovat se na ně a ovlivňovat prostředí.

Toto pojetí kognice se v základních rysech vyskytuje u celé řady současných teoretických biologů, přestože se mohou lišit jejich epistemologická východiska (Maturana, 1980), (Varela, 1991), (Kauffman, 1996), (Kováč, 2004).  

Jelikož je agent autonomní nemusí reagovat na každou změnu stavu prostředí, může selektovat jen některé stavy, které jsou pro něj dle nějakých kritérií důležité.  Pokud má agent zůstat autonomní, musí udržet vlastní integritu, tedy udržet složitost vnitřní organizace a schopnost samoorganizace. Kritériem pro rozlišení důležitých stavů prostředí je to, zda jsou důležité pro další existenci kognitivního agenta jako samoorganizujícího se systému. U biologických agentů, a s jistou míru nadsázky i u nebiologických, můžeme říci, že samoorganizující se kognitivní agent rozpoznává ty stavy prostředí, které jsou důležité pro jeho přežití.
 Jelikož tělo agenta je součástí prostředí, agent by měl být schopen rozpoznávat i stavy vlastního těla důležité pro přežití.

Agent samozřejmě může (ne nutně) rozpoznávat stavy prostředí a vykonávat akce, které jsou neutrální vzhledem k jeho přežití.

Jak vnitřní organizace agenta tak jeho prostředí se může měnit, mohou se měnit i kritéria pro rozlišování stavů nutných pro přežití. Adaptace je schopnost agenta vytvářet varianty různých způsobů rozpoznávaní stavů prostředí a efektivního výběru mezi těmito způsoby. Právě výše zmíněná schopnost rozpoznávat neutrální změny prostředí podporuje adaptaci, neboť stavy, které byli dříve neutrální se mohou stát pro přežití výhodné.

Adaptace v biologických systémech existuje jak na úrovni druhu, tak na úrovni jednotlivce. Na úrovni druhu jde o vytváření neutrálních změn v genotypu, které se při pozdějších změnách prostředí mohou ukázat jako výhodné.  Na úrovni jedince jde o různé typy učení pomocí pokusu a omylu. Podobné typy adaptace nacházíme i v sociálních a umělých systémech.

1 Modelování komplexity

Existují systémy, které sice vykazují vlastnosti samoorganizace, avšak jejich schopnost rozlišovat stavy prostředí důležité pro její udržení je nízká. Jako příklad uveďme růst pevných krystalů nebo výše zmíněné oscilující chemické reakce. Tyto systémy buď na změny prostředí téměř nereagují díky svému velmi pravidelnému a pevnému vnitřnímu uspořádání (krystaly). Nebo jsou naopak na změny prostředí (např. množství dodávané energie) vysoce citlivé, neboť jejich vnitřní uspořádání vykazuje vysokou míru neuspořádanosti (oscilující reakce). 

Do jisté míry je možné rozdíl mezi těmito dvěma krajními příklady ilustrovat vhodnými matematickými modely samoorganizace
. Jedny z  nejpopulárnějších, nejjednodušších a zároveň nejnázornějších jsou celulární automaty. Jednorozměrný celulární automat je systém tvořený řetězcem buněk, které nabývají v hodnot (například {0;1}), přičemž stav buňky v následujícím kroku je určen stavem k jejích sousedů v kroku minulém. Počet možných pravidel, která určují jak se bude měnit stav buněk, prudce roste s v i k. 
 Různá pravidla mají různý vliv na chování systému. Pokud například první řetězec buněk bude  náhodně vygenerovaný a nové řetězce skládáme pod sebe, vzniknou obrazce znázorňující strukturu postupné (samo)organizace náhodně vygenerovaného řetězce. Wolfram (2002) popisuje 4. třídy chování jednorozměrných pravidel.   
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Fig. 1. Čtyři třídy chování jednorozměrných celulárních automatů (Wolfram, 2002)

První dvě třídy chování vedou k jednoduchému uniformnímu nebo repetitivnímu chování. Pokud bychom počáteční náhodně vygenerovaný řetězec chápali jako fluktuaci vyvolanou vnějším prostředím, pak bychom tyto dvě třídy chování mohli připsat vysoce uspořádaným systémům, nepříliš citlivým na vnější podněty (jako jsou pevné krystaly), kdy vnější podnět (do nějakého kritického stupně intenzity) je buď zcela utlumen nebo vede k jednoduché vibraci. Jako celek mohou tyto systémy v průměru nabývat jen málo odlišných stavů.

 Zcela naopak je tomu ve třetím případě, kdy systém nepřestává fluktuovat, míra neuspořádanosti systému  se nemění.
 Tyto systému jsou velmi citlivé na počáteční podmínky. Jako celek mohou tyto systémy nabývat velmi mnoha stavů. Chování této třídy nazýváme náhodné (random). 

Čtvrtá třída chování je někde na rozmezí mezi prvními dvěma třídami a třídou třetí. Počáteční náhodná fluktuace je relativně rychle utlumena, ale v některých ostře ohraničených lokálních strukturách přetrvává, může se systémem šířit a interagovat s jinými podobnými lokalizovanými strukturami (někdy se tyto struktury nazývají glider – kluzák). Chování této třídy velmi jednoduše modeluje chování samoorganizujícího se kognitivního agenta. Systém selektuje jen jisté stavy vnějšího prostředí (jen jistá uspořádání počáteční fluktuace), tyto stavy vedou ke změnám stavů systému (lokalizované struktury), tyto struktury mezi sebou interagují a tím vytvářejí varianty možných kontextů ve kterých se mohou objevit nové vstupy z prostředí, což je základem adaptace. Poznamenejme ještě, že interakce lokalizovaných struktur slouží k výměně informací mezi částmi systému. 

Chování této třídy nazýváme komplexní. Zde nastávají jisté terminologické problémy, neboť pojem komplexity je používán v různých teoriích a označuje poněkud odlišné jevy.

Konkrétně se nebudeme zabývat komplexitou v teorii výpočetní složitosti, která zkoumá časové a paměťové nároky na řešení nějakého problému.

Teorie algoritmické informace zase popisuje různé míry pro měření komplexity bitových řetězců. Například Kolmogorovova komplexita udává komplexitu řetězce jako délku popisu algoritmu, který dokáže tento řetězec vygenerovat. Řetězce pro které existuje krátký algoritmus mají mnoho pravidelností a mají nízkou Kolmogorovovu komplexitu. Naopak existují řetězce, pro které nelze určit, zda popis algoritmu, který je popisuje, je  kratší než délka řetězce. Takové řetězce mají vysokou Kolmogorovovu komplexitu. Tyto řetězce jsou však většinou zcela náhodné (resp. neexistuje způsob jak v nich odhalit pravidelnosti), a jsou podobné stavům systému ze 3. Wolframovy třídy chování celulárních automatů. Proto je toto pojetí pro nás nevhodné. Jak upozorňuje například Gell-Mann (1995),  komplexita Shakespearových sonetů měřená touto mírou by byla menší než náhodné blábolení, které by vyťukávala do klávesnice psacího stroje opice. Komplexita kognitivních procesů nemá měřit délku popisu celého systému, ale jen délku popisu pravidelností v systému. Proto by měla být komplexita nízká jak pro vysoce uspořádané systémy (ve kterých je jen málo typů pravidelností) tak pro náhodné systémy  (ve kterých žádné pravidelnosti nejsou).

Zde vidíme souvislost se schopností kognitivního agenta selektovat z prostředí pouze stavy důležité pro udržení samoorganizace, a to jsou právě ty stavy, které se více či méně pravidelně opakují, neboť na ně se může adaptovat.

Hrubé charakteristiky komplexity podává Wuensche (1998), který pomocí speciálního software DDLab (Discrete Dynamics Laboratory) zevrubně zkoumal dynamiku velkého množství celulárních automatů a jejich zobecnění tzv. náhodných booleovských sítí (Random Boolean Network)
.

Wuensche zkoumal vývoj entropie systému v čase a empiricky ukázal, že v případě uniformních a repetitivních systémů je entropie nízká, v případě náhodných systémů je vysoká, ale pro všechny tyto třídy chování platí, že entropie zůstává při vývoji systému stabilní. Naopak komplexní chování se vyznačovalo kolísající mírou entropie.

Entropie je míra neuspořádanosti systému a znamená vlastně kolik jednotek, které mohou nabývat r stavů
 průměrně potřebujeme abychom vyjádřili jeden stav systému.

H(X) = - Σi=1..n  pi logr pi
Zde H(X) je entropie systému (reprezentovaného pravděpodobnostní veličinou X), n je počet stavů systému a pi pravděpodobnost i-tého stavu.  Entropie roste s počtem možných stavů systému a klesá s rozptylem jejich pravděpodobností. Tedy čím více stejně pravděpodobných stavů může systém nabývat tím větší bude jeho entropie.
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Fig. 2. Kolísání entropie pro uspořádané, komplexní a chaotické systémy (Wuensche, 1998). V prvním sloupci je zachycen vývoj jednorozměrných celulárních automatů
 s uspořádaným, komplexním a náhodným (zde nepřesně chaotickým) chováním. Ve druhém sloupci jsou zachyceny příslušné hodnoty entropie, pro komplexní chování entropie kolísá a má vysoký rozptyl. Ve třetím sloupci je zachycena distribuce možných stavů částí (pětice buněk) systému.
 V posledním sloupci jsou ukázky struktury stavového prostoru v okolí atraktoru systému.

Kolísání entropie je způsobeno interakcemi lokalizovaných struktur. Entropie systému je přímo úměrná počtu lokalizovaných struktur. Při některých interakcích se počet lokalizovaných struktur zvyšuje, při jiných snižuje a proto entropie kolísá. 

Komplexní chování se odráží i ve struktuře stavového prostoru. V posledním sloupci obrázku 2. je znázorněna struktura stavového prostoru v okolí jednoho z atraktorů systémů (tzv. bazény přitažlivosti – atractor basins). Úsečky směrem do středu znázorňují přechody mezi stavy. Pokud na systém nepůsobí vnější vlivy, konverguje do stavu, který už se dále nevyvíjí (bodový atraktor) nebo do uzavřeného cyklu stavů (cyklický atraktor)
. Vidíme, že uspořádané systémy konvergují velmi rychle, mají vysokou frekvenci stavů s mnoha předchůdci (vysoký tzv. in-degree) a zároveň vysokou frekvenci tzv. rajských (Garden of Eden) stavů, které nemají vůbec žádného předchůdce. Náhodné systémy, konvergují pomalu, mají vysokou frekvenci stavů s málo předchůdci (nízký in-degree) a málo rajských stavů. Komplexní systémy konvergují středně rychle, a závislost frekvence stavů na počtu jeho předchůdců je dána tzv. mocninným zákonem (power law). Mocninné zákony jsou další důležitou charakteristikou komplexity, podrobněji je rozebereme v příslušné kapitole.

Pravidel, které vedou ke komplexnímu chování, je jen malý zlomek ze všech možných pravidel. Například Wolfram (2002) ukazuje že z 256 možných pravidel pro vývoj celulárního automaty s v=2 a k=3, pouze dvě pravidla vedou ke komplexnímu chování, které se vyznačuje interakcí lokalizovaných struktur. Již zmíněný program Ddlab umožňuje analyzovat typy pravidel v přehledném grafu. 
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Fig 3. Klasifikace pravidel vývoje celulárních automatů. (Wuensche, 1998) Tento graf analyzuje 17690 náhodně vybraných pravidel z celkem 232 možných pravidel pro vývoj celulárního automatu s v=2 a k=5. Výška sloupce značí frekvenci pravidel. Pravidla vedoucí ke komplexnímu chování jsou v pravé části grafu, mají vysokou směrodatnou odchylku entropie (která je mírou kolísání). Vidíme, že tato pravidla tvoří jen zlomek všech pravidel.

Neurální komplexita

1.1 Specializace a integrace

Mezi neurovědci probíhala a stále probíhá diskuze, zda zpracování podnětů v mozku je spíše záležitostí jasně lokalizovaných a specializovaných center, nebo zda se jedná o holistický proces v němž jsou integrovány relativně rozsáhlé oblasti mozku.

Na začátku 90. let se Tononi pokusil ukázat, že v této debatě mají pravdu obě strany, a že pro efektivní zpracování podnětů musí být vzájemně na větší vzdálenost dobře integrovány rozsáhlé oblasti, které jsou ale složené z lokálně silně propojených a specializovaných center. Tyto výsledky jsou shrnuté a rozvinuté v (Edelman a Tononi, 2000).

Tononi navrhl míru komplexity založenou na vzájemné informaci (mutual information) mezi částmi systému. V případě mozkové tkáně sledujeme vzájemnou závislost vzorců neuronové aktivity. Konkrétně jde o to, do jaké míry ovlivní změna jedné části systému zbytek systému. Vzájemná informace mezi částmi systému je definována:

MI(Xjk,, X-Xjk) = H(Xjk) + H(X- Xjk) – H(X)  

Zde H(Xjk) je entropie j-té části systému o velikosti k, H(X-Xjk) je entropie zbytku systému a H(X) je entropie celého systému. Součet H(Xjk)+H(X- Xjk) bude vždy vyšší nebo roven H(X), vzájemná informace bude tedy vždy vyšší nebo rovna nula. Entropie části systému nemůže být vyšší než entropie celého systému a proto vzájemná informace může být maximálně H(X) ( a to v případě že H(Xjk,) = H(X- Xjk) = H(X) ).

U vysoce uspořádaného systému se entropie jednotlivých částí blíží entropii systému, a tedy i vzájemná informace se blíží entropii celého systému. Jelikož je však počet stavů systému nízký, je nízká i jeho entropie, a tedy i vzájemná informace mezi částmi. Jinými slovy změna části neznamená větší změnu zbytku systému.

U náhodného systému je naproti tomu počet stavů vysoký, proto je vysoká i entropie celého systému. Avšak součet entropií částí se blíží k entropii celého systému a tedy vzájemná informace se blíží k nule. Změna části opět nemění zbytek systému.

Komplexní systémy mají relativně vysoký počet stavů, tedy i vysokou entropii, zároveň součet entropií částí  významně přesahuje entropii celku a vzájemná informace je tedy vysoká. Změna části  tedy znamená i změnu zbytku systému. 

Tononi zavádí míru nazvanou neurální komplexita (neural complexity),

CN(X) =  Σk=1..n/2 <MI(Xjk,,X- Xjk)>

která je sumou průměrné vzájemné informace mezi částmi systému o velikosti k a zbytkem systému. Průměr je označen pomocí špičatých závorek <.>.  

Tononi argumentuje, že z anatomického hlediska mají největší komplexitu vzorce neuronové aktivity v oblastech, které vykazují jak lokalizovanou specializaci, která přispívá ke zvýšení možných stavů systému, tak dobrou celkovou integraci, která umožňuje, aby změna části přispívala ke změně zbytku systému. Tato integrace navíc zajišťuje i zpětnou vazbu, takže centrum, které vyvolalo změnu u jiných center, může být po nějaké době těmito změnami samo ovlivněno. 

Dokumentuje to simulovanými experimenty s neuronovými sítěmi, jejichž struktura odpovídá anatomii vizuální mozkové kůry koček různého stáří. Staří jedinci mají v kůře lokalizovaná specializovaná centra, která však kvůli degeneraci tkáně nejsou integrována. Výsledkem jsou vzorce aktivity, které mají mnoho stavů, které ale nejsou synchronizovány (tj. téměř žádné skupiny neuronů nejsou pravidelně aktivovány zároveň). Výsledkem je nízká míra komplexity. Mladí jedinci ještě nemají rozvinutá specializovaná centra, ale jejich kůra je silně integrována. To vede  k silné synchronizaci (většina skupin neuronů je aktivována současně). Vzhledem k malému počtu stavů je komplexita nízká. Konečně kůra normálního dospělého jedince obsahuje lokalizovaná specializovaná centra, která jsou dobře integrovaná. Vzorce aktivity mají mnohem více stavů než u mladého a méně než u starého jedince. Míra synchronizace je naopak vyšší než u starého a nižší než u mladého jedince a navíc kolísá, což znamená, že různě velké skupiny neuronů jsou aktivovány současně v různých časech. Komplexita je vysoká. 
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Fig. 4. Změna komplexity v závislosti na neuroanatomii (Edelman a Tononi, 2000). První řádek se týká starého, druhý normálního dospělého a třetí mladého jedince. První sloupec zobrazuje anatomii kůry. Druhý sekvenci vzorců neurální aktivity (od levého horního k pravému dolnímu rohu). Třetí sloupec obsahuje průběh křivky EEG, jejíž amplituda je mírou synchronizace vzruchů. Ve čtvrtém sloupci je graf s křivkami průměrné vzájemné informace pro různé velikosti částí systému, komplexita je dána plochou pod křivkami.

V (Tononi et. al., 1996) definuje Tononi adaptační komplexitu (matching komplexity), která neměří jen komplexitu interakcí uvnitř mozku, ale i komplexitu interakcí mezi mozkem a nějakou vrstvou vstupů. Tato komplexita je definována v podstatě analogicky neurální komplexitě a z formálního hlediska vcelku nic nového nepřináší (můžeme si představit, že vrstva vstupů je jistou specifickou součástí mozku). 

Velmi zajímavá je však diskuse na konci uvedeného článku. Standardní aplikace informační teorie, které se většinou snaží řešit přenos signálů kanálem s omezenou kapacitou a šumem a využívají k tomu redukci dimenzí signálu (méně vstupů než výstupů), redukci redundance (komprese informace) a  redukci šumu. V mozku však dochází k přesnému opaku těchto jevů. Počet jednotek mozku je mnohem vyšší než počet jednotek vstupních vrstev (zvyšování dimenze). V mozku probíhá paralelně mnoho silně korelovaných procesů (vysoká redundance). Konečně signály přicházející ze vstupů, jsou jen malou částí všech signálů, které mozek zpracovává, většina jich přichází ze zpětnovazebných (reentrant) signálů uvnitř samotného mozku (vysoký „šum“ vzhledem ke vstupnímu signálu). Tyto vlastnosti umožňují mozku vytvářet celou řadů možných variant reakcí na ten samý podnět a vybírat z nich v závislosti na kontextu, popřípadě „experimentovat“ s různými stejně vhodnými reakcemi na ten samý podnět. Adaptační komplexita umožňuje měřit citlivost vstupního podnětu na jeho kontext, který představují signály, které již v mozku probíhají, a rozlišovat tak podněty, které mají význam (kontext) od těch, které ho nemají. Autoři předpovídají, že vyšší adaptační komplexitu nalezneme u podnětů vedoucích ke konstruktivní percepci, jako jsou například různé smyslové klamy, vytváření třírozměrných objektů z dvourozměrných (např. Neckerova krychle), odlišování figury a pozadí a rozlišování smysluplných slov od nesmyslných. 

Všechny tyto schopnosti korespondují s tím, jak jsme definovali samoorganizujícího se kognitivního agenta. Udržování komplexity vnitřní organizace agenta je umožněno (a zároveň umožňuje) selektováním změn prostředí (podnětů) důležitých pro jeho přežití (kontext) a vytváření neutrálních variant reakcí na podněty, které slouží k adaptaci. 

1.2 Vztah mezi neurání komplexitou a kolísáním entropie

Existuje nějaká souvislost mezi neurální komplexitou a komplexitou definovanou v minulé kapitole, jejímž jedním z hlavních znaků bylo kolísání entropie? Všimněme si kolísání amplitudy EEG u vzorců neuronové aktivity s nejvyšší komplexitou. Souvisí toto kolísání nějak s kolísáním entropie?

Připomeňme, že kolísání entropie u komplexně se chovajících jednorozměrných celulárních automatů bylo způsobeno interakcemi lokalizovaných struktur. Tyto lokalizované struktury se objevují i u vícerozměrných celulárních automatů.
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Fig. 5. Příklad vývoje samoorganizujícího se dvourozměrného celulárního automatu Wolfram(2002).

Z počátečního náhodného vzorce buněk (první tři obrázky zleva zobrazují systém v prvních několika krocích) se postupně vytváří lokalizované struktury (dva obrázky vpravo zobrazují systém po několika stech krocích) připomínající vzorce neuronových aktivit s vysokou neurální komplexitou.
Anatomická struktura mozku na úrovni neuronů ovšem neodpovídá těm typům celulárních automatů, kde stav buňky v dalším kroku závisí pouze na několika málo jejích lokálních sousedech. Stav neuronů v mozku (když pomineme jiné faktory a omezíme se pouze na neurony), může záviset na velkém množství neuronů, jak z lokálního centra, tak ze vzdálenějších oblastí. 

K zajištění anatomické podobnosti celulárního automatu a mozku můžeme buď považovat lokalizované struktury pohybující se v celulárním automatu za analogie signálů mezi lokálními centry v mozkové kůře. Nebo (a to je přesnější) můžeme definovat pravidla, která zajistí, aby stav buňky automatu závisel i na nějakém (typicky nízkém) počtu buněk vzdálenějších. V tom případě už to ale nebude klasický celulární automat, začne spíše připomínat neuronovou síť, ovšem míru kolísání entropie můžeme na takových automatech zkoumat stejným způsobem.

Entropie, kterou používá Tononi k výpočtu komplexity, je ovšem jiná než entropie, kterou zkoumal Wuensche. Tononi měří entropii vývoje stavů jedné části zkoumaného systému, kdežto Wuensche měří vývoj entropie systému rozčleněného na částí jedné konkrétní velikosti. Tononi měří entropii dynamiky, kdežto Wuensche dynamiku entropie. 

Abychom lépe pochopili vztah těchto dvou přístupů ke komplexitě musíme analyzovat vztah amplitudy EEG a vývoje entropie (ve Wuenschově podání).  

Amplituda EEG, která je mírou synchronizace v daném stavu, je pozitivně závislá na počtu současně aktivních skupin neuronů. Entropie jakožto míra neuspořádanosti, je nejvyšší právě tehdy, když je současně aktivní zhruba polovina neuronů (existuje nejvíce možných stavů - vzorců jejich aktivity). Entropie je nejnižší, když nejsou aktivní žádné nebo naopak, když jsou aktivní všechny neurony (existuje jen jeden stav, jeden možný vzorec aktivity). Jak je vidět z průběhu vzorců neuronové aktivity, u starého jedince je aktivní stále zhruba polovina neuronů, tj. entropie je vysoká a příliš se nemění (zde by mohla být analogie s náhodným chováním celulárního automatu).  U mladého jedince se naopak pravidelně střídají stavy, ve kterých není aktivní téměř žádný neuron a  stavy ve kterých jsou aktivní téměř všechny neurony, entropie v těchto stavech bude nízká, avšak při přechodu mezi nimi bude vysoká. Zde tedy již porovnání s uspořádanými celulárními automaty pokulhává, mohlo by však jít o analogii  Wolframovy 2. třídy chování celulárních automatů s repetitivním chováním. U normálního dospělého jedince počet současně aktivních neuronů kolísá nepravidelně kolem poloviny (kdy je entropie nejvyšší), přičemž jen zřídka nastává stav, v němž je počet aktivních neuronů velmi nízký nebo velmi vysoký (entropie nejnižší). Entropie bude kolísat, přičemž velikost jejího kolísání bude proměnlivá. Tedy pokud budeme entropii sledovat v čase, bude se měnit její rozptyl (počítaný vždy z nějakého časového okna dané délky). 

Souvislost mezi neurální komplexitou a kolísáním amplitudy EEG, tedy můžeme převést na souvislost mezi neurální komplexitou a kolísání rozptylu entropie struktury vzorce neurálních aktivit.

Je možné ptát se ještě přesněji, jakou strukturu budou mít změny této entropie, popřípadě změny jejího rozptylu? Speciálně, jaká bude pravděpodobnostní distribuce těchto změn?

Vodítkem ke zodpovězení této otázky je zkoumání pravidel, která určují vývoj systému. V případě celulárního automatu jde o pravidla určující, na kterých buňkách a jakým způsobem bude záviset stav buňky v příštím kroku. Je možné zkoumat různá pravidla komplexního chování, měřit neurální komplexitu (resp. její ekvivalent pro celulární automaty) a porovnávat ji s pravděpodobnostním rozložením změn entropie. Těmto kvantitativním metodám ani analytickému řešení se zde věnovat nebudeme, můžeme však zformulovat hypotézu, že pravěpodobnostní distribuce změn entropie pro chování s nejvyšší neurální komplexitou aproximuje mocninný zákon (power law). 

Mocninné zákony, které jsou další používanou charakteristikou komplexity, budeme zkoumat v následující kapitole. 

2 Mocninné zákony

2.1 Bezškálové sítě

V této kapitole budeme zkoumat další běžně užívanou charakteristiku komplexity systému. Tou je  podléhání vlastností systému mocninným zákonům. Nejprve budeme zkoumat prostorové uspořádání systémů. a  následně jejich dynamiku.  

Anatomická a fyziologická struktura mozku, která vede k největší neurální komplexitě, je zároveň dobře integrovaná a diferencovaná. To je důsledek existence velmi silně lokálně propojených center, která jsou však dobře integrována, tedy existují mezi nimi dostatečně časté spoje na relativně dlouhé vzdálenosti.

Pro ilustraci uveďme schéma propojení specializovaných center v mozku makaka.
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Fig 7. Schéma propojení korových center mozku makaka. Vzdálenost center ve schématu neodpovídá vzdálenosti center v mozku, ale míře jejich vzájemné propojenosti. Do centra byla pro přehlednost umístěna amygdala, která je propojena s většinou ostatních center. (Young, 1993)

Tato struktura má z hlediska teorie grafů mnohé zajímavé vlastnosti. Propojení na velkou vzdálenost vede k tzv. jevu „malého světa“ (small world), což znamená, že průměrná vzdálenost mezi dvěma uzly roste s velikostí grafu pouze logaritmicky
. 

Přinejmenším některé studie např. (Eguíluz et. al., 2003) se snaží ukázat, že síť reprezentující spojení v mozku je jedním z typů sítí malého světa, tzv. bezškálovou sítí
. V této síti, na rozdíl od náhodných grafů neexistuje typická konektivita
,, kterou zde můžeme chápat jako zobecněnou škálu, měřítko. Proto ona bezškálovost. V bezškálové síti je pravděpodobnost, že uzel bude mít konektivitu k, dána mocninným zákonem P(k)=kd. Bližší vysvětlení je možno najít v Dodatku 1.  

Mocninná pravidla se většinou zobrazují na takzvaném log-log grafu, jehož osy jsou v logaritmickém měřítku, mocninná závislost má pak tvar přímky se sklonem, který odpovídá exponentu d.
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Fig 8. Závislost mezi konektivitou uzlů a jejich počtem v síti odvozené z korelací aktivit mezi pravidelnými trojrozměrnými oblastmi (voxely) mozku. V této síti uzly odpovídají voxelům a hrany překročení hodnoty korelace rc mezi nimi. Aktivita mozku byla snímána pomocí funkční magnetické rezonance (fMRI). (Eguíluz et. al., 2003)

Příklady těchto sítí nacházíme všude kolem nás. Jde o systémy, které většinou vznikají postupně
, jsou složené z mnoha vzájemně interagujících částí a musí optimalizovat rychlost vzájemné komunikace na větší vzdálenosti. Příkladem takových sítí jsou sítě sociálních vztahů, internet a struktura sítě WWW, síť vztahů mezi slovy, síť citačních odkazů a mnoho dalších. 

V biologii je natolik častý typ struktur, jejichž charakteristiky podléhají mocninným zákonům, že pro ně existuje speciální termín „allometrie“. Nemusí se ovšem jednat jen o bezškálové sítě. Například mezi vztahy veličin charakterizující mozek savců, které podléhají mocninným zákonům, patří vztahy mezi objemem šedé a bílé hmoty, hustotou neuronů a délkou a průměrem axonů (Harrison et. al., 2002).

2.2 Samoorganizované kritično 

Bezškálovost však není typická jen pro prostorové uspořádání samoorganizujících se systémů. Statistická fyzika popisuje řadu procesů, které je možné charakterizovat fraktální, bezškálovou strukturou a vývojem podléhajícím mocninným zákonům. Jde zejména o fázové přechody, tedy stavy, kdy jsou fyzikální parametry (typicky teplota a tlak) nastaveny tak, že není možné rozlišit mezi dvěma stavy hmoty. Tento stav se nazývá kritický (critical). Kritické stavy jsou v případě fázových přechodů většinou velice nestabilní a závislé na velmi přesném nastavení parametrů, dlouhodobě jsou udržitelné pouze v laboratoři. 

Bak a jeho kolegové (Bak et. al., 1987; Bak, 1996) ukázali, že existuje celá řada  systémů, které mají  jako svůj atraktor právě kritické stavy. Přirozeně a robustně se ke kritickému stavu vyvíjejí, pokud jsou z něho vyvedeny nějakou vnější či vnitřní fluktuací zase se do něj navrací. Dynamiku těchto systémů nazval Bak samoorganizované kritično (self-organised criticality)
.  

Příkladem takového systému je hromada písku, na kterou postupně přisypáváme zrníčka. Hromada se postupně zformuje do kužele, jehož stěny budou mít stálý sklon. Přisypané zrníčko nemusí způsobit téměř žádné změny, ale může strhnout i rozsáhlou lavinu (avalanche)
.

V (Bak, 1996) je popsána celá řada systémů, které je možné popsat v termínech samoorganizovaného kritična. Patří mezi ně dynamika zemětřesení, povodní, dopravních systémů, vývoje finančních trhů nebo evoluce druhů. 

Pravděpodobnostní distribuce velikosti změn v těchto systémech je dána mocninným zákonem. To v praxi znamená, že v systému bude docházet ke změnám úměrným časovému měřítku. Neexistuje nějaká typická velikost změn (analogie neexistence typické konektivity uzlu v bezškálových sítích) a bude tedy docházet i k velice rozsáhlým změnám. Tyto rozsáhlé změny jsou často trefně nazývány katastrofy, či laviny (i mimo původní kontext těchto pojmů). I když výskyt katastrof není pravidelný, jejich počet v daném časovém úseku bude dán stabilně mocninným zákonem. Například za jedno tisíciletí přichází deset tzv. stoletých povodní, ovšem to neznamená, že stoletá povodeň přichází jednou za sto let, povodně mohou být nahromaděné v nějakém mnohem kratším časové úseku. 

Výzkum vztahu mezi samoorganizované kritické dynamiky kognitivních procesů je na nejnižších úrovních kognice dosud v počátcích, ale do budoucna vykazuje velký potenciál pro hlubší pochopení mezi strukturou kognitivních agentů a jejich dynamikou. Jedna z nejcitovanějších studií v této oblasti (Beggs a Plenz, 2003) ukazuje výskyt samoorganizovaných vzorců neuronové aktivity v řezech krysí korové tkáně. Tyto řezy byly buď uměle pěstované z kultur neuronálních buněk nebo to byly čerstvě odebrané (acute) preparáty z krysích mozků. Aktivita neuronů byla snímána maticí elektrod. V obou případech bylo prokázáno, že intenzita lavin neuronových vzruchů (vyjádřená jako počet současně aktivních elektrod) podléhá mocninnému zákonu s exponentem zhruba -1.5.
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Fig 9. Aktivity elektrod snímající řez uměle pěstovanou krysí korovou tkání (Beggs a Plenz, 2003). Pravděpodobnost výskytu stavů při nichž byl současně aktivní jistý počet elektrod klesá podle mocninného zákona s exponentem zhruba -1.5 . Různé odstíny čar představují různě velké použité matice elektrod. Závislost se prudce láme před dosažením maximálního počtu elektrod.

Do budoucna, s rozvojem technik pro přesnější (zejména neinvazivní) zkoumání mozku, je možné očekávat nová data o vzorcích neuronové aktivity i ze živých zvířat a lidí.

Vztahu mezi mocninnými zákony a vyššími kognitivními funkcemi jako je pozornost a vnímání smyslových podnětů, získávání dovedností, učení, vybavování a zapomínání, se věnuje rozsáhlá psychologická literatura. Téměř všudypřítomná existence mocninných zákonů v těchto oblastech (přičemž ovšem existují podstatné výjimky) bývá někdy zpochybňována, jako metodologický artefakt či explanační konstrukt (Anderson, 2001). 

Tyto psychologické studie se však nepokoušejí vysvětlovat vztah mezi mocninnými zákony a vyššími kognitivními funkcemi pomocí samoorganizce.

Naopak existuje řada pokusů modelovat kognitivní agenty pomocí konekcionistických systémů (jako jsou například celulární automaty a umělé neuronové sítě spolu s umělou evolucí). Jak jsme ukázali v předchozích kapitolách, pro tyto systémy jsou definované míry komplexity (neurální komplexita) nebo alespoň znaky komplexity (kolísání entropie) založené na pojmech z teorie informace. Jak ukazuje Dodatek 2, mezi charakterizováním komplexity pomocí mocninných zákonů a pojmy teorie informace existuje hluboká souvislost, která dává vodítka pro další studium komplexity.

3 Závěr 

Samoorganizující se systém můžeme metodicky chápat jako systém, jehož atraktory tvoří ve stavovém prostoru trajektorie s kritickou, resp. obecněji komplexní dynamikou. Tato definice  odpovídá tomu, jak jsme definovali aktivitu (kognici) autonomního, situovaného a vtěleného kognitivního agenta. Tento agent se chová takovým způsobem, který umožňuje udržení či zvýšení komplexity jeho vnitřní organizace. Organizaci jsme definovali jako strukturu prostorových vztahů, dynamických interakcí a vztahů mezi nimi.

Samoorganizující se kognitivní agent tedy nemusí být nutně biologický. Může to být jakýkoliv systém (například sociální, či uměle vytvořený), který má výše uvedené vlastnosti. 

Samoorganizace je natolik široký koncept, že může sloužit jako metodický rámec pro popis kognice jako aktivní schopnosti agenta rozpoznávat změny prostředí  významné pro jeho přežití, reagovat na ně, adaptovat se na ně a ovlivňovat prostředí.

Na druhé straně vzniká obava, zda koncept samoorganizace není bezbřehý a může nám přinést konkrétní vodítko pro analýzu empirických dat, tvorbu kvantitativních modelů a konstrukci analytických pravidel popisujících kognici. 

Klíčový se ukazuje pojem komplexity (nebo méně obecný pojem kritična),  který je v současné době charakterizován (alespoň v teorii samoorganizace) třemi formálně dobře definovanými vlastnostmi. Nejvágnější je kolísání entropie (či rozptyl entropie) po sobě následujících stavů systému. Poměrně dobře definovanou charakteristikou je neurální komplexita, založená na vzájemné informaci mezi vyvíjejícími se částmi systému. Třetí jsou mocninné zákony, která jsou příznakem bezškálovosti systému.

Otevírá se zde široké pole výzkumu.

Zejména jde o zkoumání vztahů mezi výše uvedenými charakteristikami komplexity. Obecně je pak hlavním úkolem pochopení vztahů mezi prostorovým uspořádáním částí systému a dynamikou jejich interakcí.
  

Dále jde o zpřesnění charakteristik komplexity, zejména v případe „všudypřítomných“ a proto jen málo informativních mocninných zákonů. Je možné, že existují vztahy, které nejsou mocninné, ale přitom charakterizují komplexitu lépe (například distribuce konektivit uzlů sítě, která není ani náhodným grafem, ani bezškálová, ale někde mezi). Podobně je nutné zpřesnit charakteristiku komplexity založenou na kolísání entropie či jejího rozptylu, zde je třeba studovat možné pravděpodobnostní distribuce změn entropie a jejich vztah k neurální entropii. 

Existují tři hlavní metody, které přispívají k vhledu do těchto souvislostí a které je nutno transdisciplinárně propojovat. Jde jednak o kvantitativní modely či simulace, získávaní a zpracování empirických dat a matematicko - analytická řešení
. Snad k takovému propojení přispěl i tento článek.

Vznik tohoto článku byl umožněn díky grantu GA ČR č. 401/03/H047 . 

Dodatek 1.

Tento dodatek objasňuje v krátkosti pojem bezškálovosti.

Obecně bezškálovost znamená, že se pravidla popisující vlastnosti systému nemění (jsou soběpodobná) se změnou měřítka (škály). Triviální příklad jsou geometrické objekty, vztah mezi stranou čtverce a jeho obsahem bude vždy stejný bez ohledu na měřítko a bude vyjádřen druhou mocninou, což odpovídá faktu, že čtverec má dimenzi 2. Podobný vztah je mezi stranou krychle a jejím objemem, zde bude tento vztah vyjádřen třetí mocninou, krychle má dimenzi 3. Úsečka má dimenzi 1. Tyto vztahy lze zobecnit na neceločíselné dimenze, které popisují vlastnosti tzv. fraktálních objektů. Změna měřítka u fraktálního objektu vede k růstu jeho zobecněného objemu
, který je vyjádřen N(r) = rd (všimněme si, že jde o mocninný zákon), kde r je měřítko, N(r) můžeme chápat jako počet stavů, které sytém může při daném měřítku nabývat (nebo počet  zobecněných jednotkových objemů, které jsou potřeba k jeho pokrytí) a d je fraktální dimenze. Vidíme, že pro výše uvedené příklady úsečky, čtverce a krychle (d=1, 2, 3) tento vztah funguje. Jedním z nejznámějších a nejilustrativnějších příkladů fraktálního objektu je Kochova vločka. 

[image: image10.png]



Fig 10. Kochova vločky pro čtyři změny měřítka

S každou trojnásobnou změnou měřítka (až do nekonečna) vzniká útvar mající čtyřnásobný počet stavů (čtyřnásobný zobecněný objem), v tomto případě čtyři v ploše poskládané úsečky. Platí tedy 4=3d a fraktální dimenze Kochovy vločky je tedy d= log34 = log4/ log3, tj. zhruba 1.26. Obecně pak platí, že dimenze nějakého systému relativní k měřítku r je d= logrN(r).

Fraktální objekty si nemusí být na různých škálách zcela podobné jako Kochova vločka, jejich části mohou být organizovány náhodně, musí však splňovat podmínku, že d je stejné pro všechna měřítka 
. 

V reálných systémech samozřejmě existují omezení. Největší měřítko, je dané velikostí zkoumaného systému, nejmenší měřítko pak rozlišovací schopností pozorovacích přístrojů či modelu systému. 

Když se vrátíme k bezškálovým sítím, můžeme si představit, že uzly jsou hierarchicky uspořádané podle konektivity, hodnota konektivity k odpovídá měřítku r a zobecněný objem systému N(k ) odpovídá počtu uzlů s konektivitou k (pravděpodobnost P(k) dostaneme jako podíl N(k) a celkového počtu uzlů sítě). Pro všechna k pak, jak už jsme zmínili, platí P(k) = kd. Dimenze d se  u většiny reálných bezškálových sítí pohybuje mezi -1 a -3 (kladné hodnoty dimenze dostaneme pokud bychom jako měřítko brali 1/k).

Dodatek 2.

Tento dodatek objasňuje v krátkosti vztah mezi pojmem dimenze a entropie.

Jak jsme ukázali v Dodatku 1, dimenze systému relativní k měřítku je určena vztahem:

d= logrN(r)= 1/ln(r) * ln(N(r))

Tento vztah odpovídá rovnici termodynamické entropie:

S = k  lnW
Zde S je entropie, k je Boltzmanova konstanta, a W počet mikroskopických stavů, které jsou slučitelné s makroskopickými charakteristikami systému.

 Zatím jsme předpokládali, že pravděpodobnost všech stavů systému je stejná, pi = 1/N(r). Platí: 

d = logrN(r ) = - logr 1/N(r) = - logr ((1/N(r))1/N(r)) N(r) =  -Σi=1..N(r) 1/N(r) logr 1/N(r)

Informační entropie H(X), je analogií termodynamické entropie, pouze počítáme s tím, že stavy mohou mít různou pravděpodobnost pi a místo o systému mluvíme většinou o pravděpodobnostní veličině (například X). Platí nerovnost:

- Σi=1..N(r) 1/N(r) logr 1/N(r) ≥ - Σi=1..N(r)  pi logr pi = H(X)

Tato nerovnost vyjadřuje nám již známý fakt, že pro daný počet stavů je entropie nejvyšší v případě, že všechny stavy pravděpodobnostní veličiny X jsou stejně pravděpodobné. 

Jak dimenze tak entropie vyjadřují tedy mocninný vztah mezi jednotkou měření a stavy, které systém může nabývat.

První důležitý rozdíl mezi nimi je postavení závislých a nezávislých proměnných a  konstant. V případě informační entropie máme většinou k dispozici nějaké pevně dané minimální měřítko, typicky velikosti r=2, tj. bit. Nezkoumáme jak se budou měnit stavy systému se změnou měřítka, ty pokládáme na měřítku nezávislé. Stavy systému jsou nezávislou proměnnou, entropie je závislou proměnnou, měřítko je konstantní. V případě dimenze je naopak dimenze konstantní (pokud zkoumáme bezškálový systém), nezávislá proměnná je měřítko a závislá počet stavů systému. 

Druhý rozdíl je, že v případě dimenze (alespoň pokud jako dimenzi interpretujeme exponent mocninného zákona) se většinou neuvažuje o pravděpodobnostní distribuci stavů systému. 

Pokud bychom entropii chápali jako obecnější verzi dimenze,  i pro systémy s pravděpodobností distribucí stavů, mohli bychom se ptát po vlastnostech systémů, které mají stejnou entropii pro různá měřítka (zde musíme ovšem opustit předpoklad, že se stavy a jejich pravděpodobnostní distribuce se změnou měřítka nemění).

Zajímavou ukázkou, kam nás takové tázání může dovést je hlubší porozumění vztahu mezi bezškálovostí a vzájemnou informací mezi částmi a celkem systému (a tudíž i mezi bezškálovostí  a neurální komplexitou). Vzájemná informace mezi částí systému velikost k a celkem systému je nejvyšší v případě, že se rovnají entropie celku systému H(X), entropie částí systému H(Xjk,) i entropie zbytku systému H(X- Xjk). Neurální komplexita sčítá průměrné vzájemné informace pro všechny velikosti částí systému a bude nejvyšší pro dané H(X), pokud bude výše uvedená rovnost platit pro všechny velikosti (měřítka) k. Takový systém je z hlediska k bezškálový. Jeho dimenzí je entropie H(X) = H(Xjk )= H(X- Xjk). Většinou jde o triviální případy vysoce uspořádaných systémů s nízkým počtem stavů. Lze ale zkoumat, zda se komplexní systémy nevyznačují nějakou  typickou pravděpodobností distribucí stavů systému, která maximalizuje neurální komplexitu tím, že umožňuje, aby byl systém bezškálový či bezškálovosti blízký.
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Summary
This article examines the possibilities of methodical use of the theory of self-organizing and complex systems for the description of cognitive processes. In the beginning we define the notion of self-organization and self-organizing cognitive agent. The main topic of the article is analysis of different appropriate formal definitions of complexity as the main characteristics of self-organization. First we describe simple models of self-organization in the cellular automatons, the complexity in these models emerge form interactions between localized structures and is characterized by fluctuation of entropy. Then we analyze the so called neural complexity based on mutual information between parts and the whole which is hoped to solve the dilemma between specialization and integration in the brain. Finally we analyze different structures describable by power laws. Power laws indicate scale-less, fractal, structures and represent another characteristic of complexity. Especially we concern with the scale-less networks of relations in the brain and with self-organized dynamics of cognitive processes describable in terms of the so called self organized criticality. 

�Současná terminologie je nejasná. Samoorganizace, tak jak ji zde chápeme je jedním ze způsobů chování komplexních systémů (complex system). Komplexní systémy, jsou obecně charakterizovány složitou vnitřní strukturou a interakcí částí, přičemž ale jejich vývoj nemusí nutně směřovat k udržování komplexity. V tomto smyslu  je samoorganizace spíše vlastností adaptivních komplexních systémů. V tomto článku pro jednoduchost používáme termín samoorganizující se systém. 


�Samotná zpětnovazebnost však nemusí vést nutně k samoorganizaci. Pozitivní zpětná vazba může vést systém k neomezené divergenci, negativní zpětná vazba může naopak procesy v systému zcela utlumit.    


� V tomto smyslu je možno samoorganizaci chápat jako pokus o nové uchopení a zpřesnění intuicí stojících za pojmem emergence.


� Z metodologického hlediska je důležité neztotožňovat žádnou empiricky poznávanou část skutečnosti s jejím popisem. Tedy pojem „kognitivní agent“, „samoorganizace“ a další pojmy jsou jen pomůcky, které slouží k popisu skutečnosti, k jejímu hlubšímu pochopení, nejsou s ní však totožné. 


� Druh je možné chápat jako samoorganizujícího se kognitivního agenta na rozsáhlých časových a prostorových škálách


�Co je důležité pro přežití autonomního agenta může být určeno uměle zvenčí systému. To je příklad kritérií pro šlechtění hospodářských zvířat, nebo  nastavení fitness funkce při umělé evoluci. Vlastnosti agenta jsou takto sice omezeny, ale nikoliv jednoznačně determinovány,  agent zůstává nadále autonomní. 


� Adaptace pomocí pokusu a omylu samozřejmě vytváří i případy, které nejsou aktuálně ani výhodné ani neutrální, ale naopak způsobí zánik agenta. Těmto případů se nelze vyhnout. Samoorganizující se agent se chová tak, že takové případů jsou ze statistického hlediska akceptovatelnou daní za schopnost  adaptace.  


� Omezil jsem se zde na diskrétní modely samoorganizace. Těch je celá řada, v podstatě tvoří (s více či méně jasnými hranicemi) podmnožinu tzv. konekcionistických systémů (například rekurentní neuronové sítě s Hebbovskou nebo jinou formou učení bez učitele, samoorganizující se (Kohonenovy) mapy  atributů a různé systémy založené na umělé evoluci). Tyto modely jsou však relativně složité (mění se nejen stavy systému, ale i pravidla určující jejich vývoj)  a proces samoorganizace je u nich méně názorný než u celulárních automatů.�Praktické aplikace konekcionistických systémů bývají omezeny na modelování velice specifických kognitivních funkcí. Pro složitější funkce (resp. složitější množiny vstupů) je velmi obtížné navrhnout takovou architekturu systému a takové parametry jeho vývoje, které by zaručily, že bude konvergovat k efektivnímu chování. Pomoci zde mohou evoluční metody, které umožňují generování širokého spektra různých variant systému a tak zajišťují jeho adaptaci. Přesto je většina umělých konekcionistických systémů velmi vzdálená od schopností reálných samoorganizujících se kognitivních agentů. Zejména jde o schopnost nejen adaptovat se na změny prostředí, ale skutečně být součástí prostředí prostřednictvím těla, které může aktivně prostředí ovlivňovat. Absence této schopnosti znemožňuje umělým systémům efektivně modelovat složitější kognitivní funkce.


�Konkrétně pokud označíme v počet stavů, které mohou buňky nabývat,  a k počet buněk, které určují nový stav buňky, pak existuje vv^k  možných pravidel. 


�Některá pravidla ze 3. třídy vedou k náhodným fluktuacím i ze zcela uspořádaných počátečních stavů (zvyšují neuspořádanost systému), jiná pouze udržují neuspořádanost počátečního stavu.


� Autoři zabývající se chováním samoorganizujících se systémů většinou rozlišují náhodné a chaotické děje. Teorie deterministického chaosu zkoumá chaotické děje, jejichž deterministický vývoj je určen soustavou nelineárních diferenciálních rovnic, které jsou citlivé na počáteční podmínky. Pravidla určující vývoj samoorganizujících se systémů však mohou být mnohem obecnější.


� Pomocí náhodných booleovských sítí je například možné modelovat libovolné neuronové sítě s diskrétními stavy.


�V informatice bývá r většinou rovno 2, entropie se počítá v dvouhodnotových jednotkách - bitech, obecně tomu ale být nemusí.


�Jedná se o celulární automaty u nichž v=2 a k=5. Buňky na obrázku jsou obarvené podle stavu pětice jejich sousedů v předchozím kroku.


�V tomto případě byla entropie počítána na základě frekvencí stavů ve kterých se nacházejí pětice po sobě následujících buněk. Jelikož v=2 a k=5, existuje 25 tj. 32 možných stavů. Tyto frekvence byly navíc ještě zprůměrovány  pro deset po sobě následujících kroků.�U uspořádaných systémů je pravděpodobnostní distribuce stavů pětic výrazně asymetrická (nejnižší entropie), u komplexních je vyrovnanější a u náhodných jsou pravděpodobnosti jednotlivých stavů téměř totožné (nejvyšší entropie). 


�Jedná se o konečné diskrétní systémy, proto se zde nevyskytují tzv. podivné atraktory známé z teorie chaosu. Některé cyklické atraktory však mohou být extrémně dlouhé.


�Pro lepší pochopení těchto procesů můžeme použít metaforu: Aktivita neuronů u starého jedince připomíná hluk v hostinci, kde se jednotlivé skupinky u stolů navzájem neposlouchají, aktivita u mladého jedince zase připomíná sjezd nějaké strany, kde se střídá projev jediného řečníka s hromovým aplausem. Konečně aktivita u dospělého jedince připomíná debatu několika lidí, nedá se určit jak bude kdo mluvit dlouho, může tam být i moderátor, který jim občas skočí do řeči, ale v podstatě si všichni vzájemně naslouchají. 


� Podobný jev nastává i v náhodných grafech, kde ale chybí lokální shluky typické pro sítě malého světa. V náhodných grafech jsou každé dva uzly propojeny s jistou shodnou pravděpodobností. Pravděpodobnostní distribuce konektivit uzlůbude odpovídat Poissonovu rozdělení, s maximem pro nějakou typickou konektivitu, která bude odpovídat podílu počtu hran a počtu uzlů. Pro k větší než je tato typická konektivita klesá pravděpodobnost výskytu uzlu s konektivitou k exponenciálně (tj. velmi prudce pro velká k): P(k) = ak, kde a je konstanta menší než jedna.


� Jistěže ne všechny sítě vztahů v mozku musí být bezškálové a splňovat mocninné zákony. Z hlediska adaptace se dá poukázat na to, že bezškálové sítě jsou sice odolné (robustní) proti náhodným poškozením, ale naopak velice citlivé proti cíleným poškozením uzlů s vysokou konektivitou. Naproti tomu náhodné sítě, nebo sítě, které jsou někde mezi náhodnými a bezškálovými sítěmi vykazují mnohem stabilnější odolnost i proti cíleným zásahům (existuje méně uzlů, na kterých závisí funkčnost celé sítě). 


� Konektivita uzlu je počet uzlů se kterými je uzel spojen. Pravděpodobnostní distribuce konektivit uzlů je rozložení pravděpodobností, že náhodně vybraný uzel bude mít konektivitu k. 


� Dobrý model pro vznik bezškálové sítě popisuje Barabási (1999). Síť vzniká postupným přidáváním uzlů k síti, přičemž je s vyšší pravděpodobnost přidáme nový uzel k již existujícímu uzlu s vyšší konektivitou. Tento princip hezky popisuje úsloví „Rich get richer.“ a je to mj. příklad samoorganizujícího se procesu. �Zajímavé by bylo zkoumat platnost tohoto principu například v ontogenetické dynamice růstu neuronů a synapsí mezi nimi. 


� Terminologická poznámka: Někteří autoři zabývající se samoorganizací a komplexitou používají termínu self-organized complexity jako synonymum self-organized criticality.  Tyto termíny předpokládají existenci samoorganizace, která nevede ke komplexnímu chování, ale buď k uniformnímu, repetitivnímu, nebo naopak náhodnému chování. V tomto článku jsme ale definovali samoorganizaci přímo jako proces udržování či zvyšování komplexity. Takto definovaná samoorganizace je pak jedním z typů chování tzv. komplexních systémů  (viz. pozn 1), mezi něž patří i procesy vedoucí k uniformnímu, repetitivnímu či náhodnému chování.


� Bak modeloval hromadu písku pomocí jednoduchého celulárního automatu. Přestože se Bak snaží dokázat, že chování tohoto idealizovaného modelu odpovídá reálným procesům, objevily se i protipříklady, že reálné hromady zemin mají jiné vlastnosti (díky tomu, že v nich působí mnoho vnějších faktorů jako je vlhkost, nepravidelnost a nestejnorodost zrn, apod.). To však neubírá Bakovu modelu na konceptuální názornosti a přesvědčivosti.


� Zde je nutné případné vážnější zájemce o tuto problematiku upozornit, že v tomto článku, je z důvodů omezeného rozsahu, vynechána rozsáhlá teorie dynamických systémů, využívající formalismů vlastních hodnot, vektorů a funkcí systému


� Je pravděpodobné, že podobně jako v případě fraktálů, existují již mnohé vhodné matematické struktury, které však zatím nejsou dostatečně aplikovány.


� Zobecněný objem je objem v prostoru s nějakou obecnou (i ne-Euklidovskou ) metrikou.


� Existuje celá řada formálních přístupů, které zpřesňují  pojem fraktální dimenze. Zde jsme se při vysvětlování opřeli o dvě dle mého názoru nejintuitivnější definice. Jednak částečně o tzv. entropickou či pokrývací dimenzi (pokrytí zobecněného objemu pomocí jednotkových objemů) a homotetickou dimenzí (počet nově vzniklých útvarů při změně měřítka). Homotetická dimenze je velmi jednoduchá, pro některé útvary bychom však dostali takové kombinace r a N(r), že by výsledek vedl k nesprávnému či nekonečnému d. Dokonalejší definice fraktální dimenze (jako je výše zmíněná pokrývací nebo Hausdorffova-Besicovitchova dimenze) analyzují, která d dávají konečné výsledky pro různé limity r. Blíže viz (Mandelbrot, 2003)





